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Введение 

В связи со стремительным развитием технологий производства и ростом сложности 

выпускаемой продукции, усложняются и методы анализа проектных решений (конструк-

ций, структурных схем, расписаний и т.п.). Успех производителя во многом зависит от 

качества изделия и сроков его разработки. Таким образом, задача поиска оптимальных 

проектных решений является более чем актуальной. Для ее решения все чаще прибегают к 

использованию автоматизированных систем, поддерживающих интеллектуальные методы 

синтеза проектных решений.  

Процесс оптимизации требует огромных вычислительных ресурсов из-за сложности 

современных инженерных изделий. Высокие темпы развития технологий подразумевают 

разработку и использование наиболее современных и сложных алгоритмов оптимизации. 

Все менее очевидным становится вопрос выбора того или иного алгоритма. Эффектив-

ность решения конкретной задачи также зависит от правильной настройки используемого 

алгоритма и требует понимания процесса оптимизации со стороны пользователя. 

Автоматизированная настройка алгоритмов позволяет инженерам использовать весь 

потенциал современных методов оптимизации без помощи специалистов в области мате-

матики. Задача оптимальной настройки алгоритма называется задачей мета-оптимизации. 

1. Постановка задачи мета-оптимизации 

Большинство современных алгоритмов оптимизации имеют свободные параметры, 

позволяющие настраивать эти алгоритмы. Совокупность свободных параметров алгорит-

ма называют его стратегией. Правильный подбор значений параметров алгоритма может 

значительно улучшить его эффективность при решении той или иной задачи. Возникает 

задача поиска оптимальной стратегии алгоритма, процесс решения которой называют ме-

та-оптимизацией. При этом настраиваемый алгоритм оптимизации называют базовым, а 

настраивающий алгоритм - мета-алгоритмом.  
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В работе [1] приведена постановка задачи мета-оптимизации. Обозначим некоторый 

класс задач многомерной безусловной однокритериальной оптимизации Φ = (𝜙𝑖, 𝑖 =

1, 2, … ), где 𝜙𝑖 =  𝜙 одна из задач рассматриваемого класса. Пусть 𝑎(𝐵) - базовый алго-

ритм, решающий задачи класса Φ, где 𝐵 =  (𝑏1, 𝑏2, . . . , 𝑏|𝐵|) - вектор параметров этого ал-

горитма. Положим, что определено множество допустимых стратегий алгоритма 

𝐷𝐵 = {𝑏𝑖 | 𝑏𝑖
− ≤ 𝑏𝑖 ≤ 𝑏𝑖

+, 𝑖 ∈ [1: |𝐵|]}, 

где  𝑏𝑖
−, 𝑏𝑖

+- интервалы допустимых значений компоненты 𝑏𝑖 вектора 𝐵. Множество 𝐷𝐵 

определяет совокупность алгоритмов 

𝐴 = {𝑎(𝐵)|𝐵 ∈ 𝐷𝐵}. 

Таким образом, можно рассматривать две постановки задачи мета-оптимизации. В 

первом случае нужно найти такую стратегию 𝐵∗ для функции 𝜙 ∈ Φ, которая обеспечит 

минимальное значение целевой мета-функции 𝜇(𝜙, 𝐵): 

min
𝐵∈𝐷𝐵

𝜇(𝜙, 𝐵) = 𝜇(𝜙, 𝐵∗). 

Вторая постановка задачи мета-оптимизации имеет следующий вид. Для класса задач 

Φ найти стратегию 𝐵∗, которая обеспечивает минимальное значение той же целевой мета-

функции: 

min
𝐵∈𝐷𝐵

𝜇(Φ, 𝐵) = 𝜇(Φ, 𝐵∗). 

Стратегию алгоритма можно разделить на две составляющие. Параметрическая стра-

тегия представляет собой вектор параметров алгоритма, имеющих интервалы допустимых 

значений. Набор параметров алгоритма, определяющих его структуру (принцип действия), 

называют структурной стратегией алгоритма. Поиск оптимальной параметрической стра-

тегии называют параметрической мета-оптимизацией, а поиск оптимальной структурной 

стратегии - структурной мета-оптимизацией. 

Описание различных показателей эффективности стратегий и способы оценки устой-

чивости базового алгоритма можно найти в главе 1.2 работы [2]. 

2. Классификация методов мета-оптимизации 

Существует много различных способов классификации методов мета-оптимизации. 

Возьмем за основу классификацию, предложенную Эйбеном (A.E. Eiben) в работе [3]. В 

соответствии с ней на верхнем уровне выделяют две группы методов - методы настройки 

параметров и методы управления параметрами. При настройке параметров стратегия алго-

ритма фиксирована во время работы алгоритма. Управление параметрами предполагает 

варьирование параметров стратегии на каждой, или некоторых итераций базового алго-

ритма. 

2.1. Настройка параметров 

Методы настройки параметров предполагают нахождение оптимальной стратегии ал-

горитма для ряда задач некоторого класса. После этого найденные эффективные стратегии 

базового алгоритма используют для решения других задач рассматриваемого класса. Вы-

деляют методы однократной и перманентной настройки.  
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Методы однократной настройки параметров представляют собой классические мето-

ды мета-оптимизации. Идея метода состоит в том, что настраиваемый алгоритм много-

кратно тестируют с различными стратегиями на большом числе оптимизационных задач, 

которые принадлежат рассматриваемому классу. Данный подход не эффективен из-за 

ошибочности предположения, что параметры базового алгоритма устойчивы к вариациям 

задач оптимизации. Экспоненциальный рост вычислительных затрат при увеличении чис-

ла параметров в стратегии не позволяет провести исчерпывающее исследование.  

В методах перманентной настройки, мета-оптимизатор в процессе работы накаплива-

ет информацию об эффективности тех или иных стратегий базового алгоритма при реше-

нии различных оптимизационных задач. На основании собранной информации варьиру-

ются параметры базового алгоритма с целью найти их оптимальные значения. При этом 

полученные результаты могут быть использованы другими исследователями и практика-

ми без необходимости изменения их собственных реализаций базового алгоритма. 

Схема классификации Эйбена приведена на рисунке 1. 

 

Рис. 1. Классификация Эйбена 

2.2. Управление параметрами 

Методы управления параметрами решают задачу мета-оптимизации в процессе рабо-

ты базового алгоритма. Оптимальная стратегия подбирается под конкретную задачу. Та-

кой подход часто требует модификации базового алгоритма, что увеличивает его вычис-

лительную сложность. В соответствии с классификацией [3], методы управления парамет-

рами можно разделить на методы адаптации и самоадаптации.  

При адаптивном управлении параметрами алгоритм мета-оптимизации надстраивает-

ся над базовым алгоритмом. В процессе решения задачи оптимизации, на основании ин-

формации о ходе решения, меняется стратегия базового алгоритма. В роли метода мета-

оптимизации часто может выступать какое-либо эвристическое правило.  

Методы самоадаптации подразумевают включение параметров стратегии в простран-

ство поиска базового алгоритма, что увеличивает размерность исходной задачи. Также 

модифицируется целевая функция исходной задачи и базовый алгоритм начинает выпол-

нять функции мета-оптимизатора.  
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Основным преимуществом методов управления параметрами перед методами 

настройки является простота синтеза динамических стратегий. В случае настройки пара-

метров базовый алгоритм не требует доработки и рассматривается как "черный ящик". 

Более подробное сравнение методов настройки и управления параметрами можно найти в 

работе [4]. 

2.3. Альтернативная классификация методов настройки  

Можно выделить две основные цели настройки параметров [2]. Первой является 

нахождение оптимальной стратегии алгоритма, при которой его производительность бу-

дет максимальна для рассматриваемого класса задач. За это отвечает интенсификационная 

составляющая поиска. Вторая цель - получение информации о поведении алгоритма для 

более глубокого его понимания, изучения устойчивости стратегий алгоритма к вариациям 

базовой задачи. Для этого требуется обширное исследование пространства поиска мета-

задачи оптимизации. В таком случае говорят о диверсификационной составляющей поиска. 

Таким образом, методы мета-оптимизации различаются соотношением интенсифика-

ции и диверсификации. На основании вышесказанного, в работе [2] выделили четыре ос-

новных подхода к настройке параметров: 

 мета-стохастические поисковые методы (meta-randomized search methods, meta-

RSM) "заточены" под быстрое отыскание эффективных стратегий, 

 выборочные методы (sampling methods) позволяют провести обширное исследова-

ние пространства поиска мета-оптимизатора, 

 скрининговые методы (screening methods), 

 методы, которые используют математические модели эффективности алгоритма 

(model-based methods). 

Последние два подхода комбинируют свойства первых двух. В рамках терминологии 

работы [2], методы настройки бывают итеративными и не итеративными. При итератив-

ной настройке параметров набор тестируемых стратегий не фиксируется, новые стратегии 

генерируются в процессе настройки - на каждой или некоторых итерациях мета-

оптимизации.  

Методы однократной настройки параметров могут быть итеративными и не итератив-

ными, в то время как методы перманентной настройки строго итеративные. Наоборот, 

итеративные методы можно использовать как для однократной, так и для перманентной 

настройки параметров алгоритма. Не итеративные методы подойдут скорее для однократ-

ной настройки. 

На рисунке 2 представлена схема для сравнения подходов к настройке параметров. 

Каждый блок представляет набор стратегий алгоритма. Эффективные стратегии обозна-

чаются зеленым цветом, не эффективные - красным. Стрелками обозначаются потоки век-

торов параметров или информации об их эффективности. К примеру, отличительной осо-

бенностью методов, использующих математические модели, является обратная связь от 

тестирования стратегий к генерации новых. Таким образом, эти методы относятся к ите-
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ративным.  В скрининговых методах обратная связь находится внутри этапа тестирования. 

Это говорит о том, что только лучшие стратегии (зеленые) тестируются повторно в сле-

дующих итерациях. 

Следует отметить, что большинство современных методов настройки параметров тем 

или иным образом комбинируют стратегии диверсификации и интенсификации.  

 

Рис. 2. Четыре подхода к настройке параметров [2] 
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3. Методы настройки параметров 

3.1. Выборочные методы 

Выборочные методы сокращают вычислительные затраты на мета-оптимизацию, 

уменьшая общее число тестируемых стратегий. Два наиболее ярких метода, реализующих 

данный подход: латинский квадрат (Latin-Square) [5] и метод Тагути (Taguchi Orthogonal 

Arrays) [6].  

Результаты работы выборочных методов должны быть дополнительно проанализиро-

ваны для определения наиболее устойчивых стратегий и стратегий, при которых алгоритм 

максимально эффективен для решения задач рассматриваемого класса. Поэтому данные 

методы скорее используют на стадии инициализации (например, для Model-Based мето-

дов), нежели в качестве самостоятельных мета-оптимизаторов. Отсутствие интенсифика-

ционной составляющей поиска приводит к нахождению стратегий низкого качества. 

Имеются работы, посвященные итеративным выборочным методам таким, как CALI-

BRA [7] и Empirical Modelling of Genetic Algorithms [5]. В них область поиска новых стра-

тегий базового алгоритма определяется на каждой итерации мета-уровня, чего не проис-

ходит в не итеративных выборочных методах. Таким образом, итеративные выборочные 

методы могут использоваться в качестве самостоятельных мета-оптимизаторов. 

Метод, описанный в работе [5], содержит в себе два этапа. Сначала пространство по-

иска мета-алгоритма представляется в виде греко-латинского квадрата. Затем происходит 

перебор всех возможных комбинаций значений компонентов стратегии базового алгорит-

ма в уже более узких диапазонах.  

Метод CALIBRA начинает с полного перебора первого и третьего квантилей диапазона 

значений каждого компонента стратегии. На основании полученной информации, векторы 

параметров для следующей итерации генерируются в суженном диапазоне. Синтез новых 

стратегий осуществляется при помощи Taguchi Orthogonal Array [6]. Процедура повторя-

ется до превышения максимального числа итераций. 

Выборочные методы, в большинстве своем, являются простыми и не требуют значи-

тельных вычислительных затрат. Мысль о том, что мета-оптимизация должны быть про-

стой и понятной, изложена в работе [8]. В ней предложено использовать два простых ал-

горитма для настройки параметров: на основе паттернов (Pattern Search) и локальной 

унимодальной выборки (Local Unimodal Sampling). Оба алгоритма являются итеративны-

ми. Исследования не показали заметного падения эффективности найденных оптималь-

ных стратегий по сравнению с эволюционными алгоритмами. При этом вычислительная 

сложность данных методов минимальна. 

3.2. Настройка с использованием мета-моделей 

Мета-модели или суррогатные модели широко используются при решении оптими-

зационных задач высокой вычислительной сложности [9, 10]. Если говорить о настройке 

параметров, то в этом случае строится модель для аппроксимации функции эффективно-

сти стратегий базового алгоритма. Наличие такой модели позволяет уменьшить число до-
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рогостоящих тестов стратегий алгоритма. Часто для определения эффективности не те-

стированных стратегий используют метод регрессии [11-13].  

Моделью функции эффективности алгоритма называют формулу, отображающую за-

висимость некоторого показателя эффективности алгоритма от значений компонентов его 

стратегии. Пример модели алгоритма с двумя настраиваемыми параметрами и показате-

лем эффективности 𝑢 имеет вид 

𝑢(𝑝1,  𝑝2) = 𝑎0 + 𝑎1𝑝1 + 𝑎2𝑝1
2 + 𝑎3𝑝2 + 𝑎4𝑝2

2 + 𝑎5𝑝1𝑝2, 

где коэффициенты 𝑎𝑖 определяют значимость соответствующего параметра алгоритма. 

Чем выше значение коэффициента 𝑎𝑖, тем больше будет разброс значений показателя эф-

фективности алгоритма при варьировании соответствующего компонента стратегии. Если 

алгоритм настраивается под широкий спектр оптимизационных задач, то большие колеба-

ния параметров 𝑎𝑖 могут говорить о низкой устойчивости алгоритма к вариациям решае-

мых задач.  

Очевидно, что при использовании не итеративных мета-оптимизаторов данного клас-

са точность модели функции эффективности алгоритма будет относительно низкой, как и 

качество найденных оптимальных стратегий алгоритма. Итеративные методы, использу-

ющие мета-модели, позволяют провести более точное исследование пространства пара-

метров алгоритма. 

Процедура Коя [14] является одной из базовых расширений методов настройки с ис-

пользованием математических моделей. Идея процедуры состоит в использовании ло-

кального поиска для уточнения значений параметров. На первом этапе пространство па-

раметров дискретизируется, и в узлах полученной сетки вычисляются показатели эффек-

тивности стратегий. Затем на основании полученных данных строится линейная регресси-

онная модель функции эффективности алгоритма, по которой определяются области по-

иска оптимальных стратегий. На втором этапе выбранные стратегии тестируются до стаг-

нации показателей эффективности. Так как на этом этапе не предусмотрено обновление 

модели, качество найденных стратегий напрямую зависит от корректности модели, по-

строенной на первом этапе.  

В отличие от двухступенчатой процедуры Коя, метод SPO (Sequential Parameter Opti-

mization) постоянно обновляет модель функции эффективности алгоритма [15, 16]. Каждая 

итерация начинается с генерации набора тестируемых векторов параметров и прогнозиро-

вания их эффективности с использованием модели. Тестируются только самые перспек-

тивные стратегии, после чего модель обновляется. При этом число тестов каждого вектора 

параметров может варьироваться в зависимости от желаемой точности оценки эффектив-

ности алгоритма. После превышения допустимого числа итераций метод завершает свою 

работу. Результатом является модель функции эффективности алгоритма, уточненная в 

наиболее перспективных областях.  

Качество найденных оптимальных стратегий во многом зависит от типа используемой 

модели. Авторы рассмотренных работ предпочли использовать модель Кригинга. Иссле-

дования различных типов суррогатных моделей, способов их построения и использования 

в целях настройки параметров приведены в работе [17]. 
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3.3. Скрининговые методы 

Идеей скрининговых методов является выявление лучшей стратегии с помощью ми-

нимального числа запусков базового алгоритма. Достигается это путем тестирования 

только перспективных векторов параметров, заслуживающих дальнейшего исследования. 

Таким образом, выявление лучших стратегий скрининговыми методами требует меньших 

вычислительных затрат, чем при использовании выборочных методов. Это позволяет по-

лучить более эффективные оптимальные стратегии и больше информации об устойчиво-

сти алгоритма при одинаковых вычислительных затратах. 

Скрининговые методы сформировались под влиянием методов выбора лучшей из 

имеющихся систем путем имитационного моделирования, целью которых является 

уменьшение необходимого для выбора числа стохастических имитаций [18].  При этом 

аналогом стратегии алгоритма можно назвать одну из моделируемых систем, запуск базо-

вого алгоритма - стохастическая имитация, а методы сравнения и выбора моделирующих 

систем - мета-оптимизаторы.  

Четыре основных работы в данном направлении рассмотрены в публикации [19]: In-

teractive Analysis [20], Ranking and Selection [21], Multiple Comparison Procedures [22] и 

Fully Sequential Indifference-zone Selection procedure [23]. Методы отличаются только га-

рантиями выбора лучшей системы и необходимым числом итераций. Такие скрининговые 

методы основаны на допущении, что результаты моделирования распределяются по нор-

мальному закону.  

Такого рода предположения, хоть и являются слабо обоснованными, могут быть до-

стигнуты при помощи ранжирования [19]. Преимуществом скрининговых методов можно 

назвать определенные гарантии локализации наилучшей стратегии в некоторой области 

пространства параметров (Ranking and Selection, Fully Sequential Indifference-zone Selection 

procedure). В методе Multiple Comparison Procedures оптимальная стратегия будет иметь 

некоторый уровень доверия. Более подробную информацию о данных методах можно по-

лучить в [18, 19]. 

Применительно к настройке параметров часто используется понятие гонки, которое 

описано в работе [24]. В сущности, данный подход не значительно отличается от методов 

выбора лучшей системы путем моделирования, за исключением возможности рассмотре-

ния огромного числа претендентов. Преимуществом гонок является то, что они не требу-

ют каких-либо допущений о распределении значений эффективности настраиваемого ал-

горитма (Hoeffding Races [24], F-RACE [25]). 

Ярким представителем итеративных скрининговых методов можно назвать метод 

I/F-RACE [26] (расширенный F-RACE). Этот метод сочетает в себе техники скрининга и 

локального уточняющего поиска. В начале вся область допустимых значений параметров 

алгоритма покрывается крупной сеткой с относительно небольшим числом узлов. Затем 

при помощи гонок число тестируемых стратегий уменьшается до определенного уровня. 

При помощи выживших стратегий строится многомерное нормальное распределение, ко-

торое затем используется в качестве функции плотности вероятности. Таким образом, для 
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последующего разбиения выбираются наиболее перспективные области пространства па-

раметров. Так как метод I/F-RACE делает свой выбор, опираясь на полученное распреде-

ление, его можно отнести к итеративным методам, использующим мета-модели. 

3.4. Мета-стохастические поисковые методы 

Первым представителем методов данного класса является мета-эволюционный алго-

ритм (meta-EA) [27], предложенный в 1978-м году. В данной работе для настройки пара-

метров использовался эволюционный алгоритм, но исследования были очень ограничен-

ными из-за высокой вычислительной сложности мета-алгоритма.  

Более обширные исследования провели над мета-генетическим алгоритмом (meta-GA) 

[28], который показал эффективность случайного поиска при настройке параметров. Стра-

тегии базового алгоритма соответствовали особям мета-алгоритма, а показатель эффек-

тивности стратегий определял фитнес-функцию. Такая интерпретация задачи ме-

та-оптимизации позволяет использовать для настройки параметров любой эволюционный 

алгоритм. Настройка параметров отличается зашумленностью функции эффективности 

базового алгоритма (фитнес-функции) и высокой вычислительной сложностью итераций. 

В связи с этим, были разработаны специализированные методы случайного поиска, ис-

пользующие скрининговые техники. 

Примером таких методов является метод FocusedILS [29], который сочетает эволюци-

онную стратегию с локальным уточняющим поиском. В данной работе скрининг исполь-

зуется для сравнения эффективности различных стратегий. Похожее решение предложено 

в работе [30], автор которой добавил гонки в алгоритм meta-GA, что дало возможность 

проведения структурной и параметрической настройки алгоритма. Обе работы демон-

стрируют целесообразность такого рода модификаций, а именно: большее число рассмот-

ренных стратегий, ускорение мета-оптимизации и рост эффективности найденных страте-

гий. Недостатком этого метода можно назвать усложнение мета-алгоритма и рост вычис-

лительных затрат на мета-оптимизацию. 

Существует такое понятие как многозадачная настройка алгоритма, целью которой 

является отыскание эффективной стратегии, максимально устойчивой к вариациям опти-

мизационных задач базового уровня. Этот подход отличается тем, что "надежная" страте-

гия алгоритма скорее всего не будет оптимальной для решения ни одной из рассматрива-

емых задач. Следует отличать многозадачную настройку от поиска оптимального вектора 

параметров для класса задач. В первом случае задачи могут значительно отличаться друг 

от друга, что делает нецелесообразным использование средних значений эффективности 

алгоритма.  

Метод SMAC (Sequential Model-based Algorithm Configuration) [31] представляет собой 

модифицированный метод FocusedILS, сочетающий скрининг с построением мета-

моделей. Метод SMAC предлагает использование методов локального уточняющего поис-

ка для генерации наиболее перспективных векторов параметров. Перспективность страте-

гии определяется на основе модели случайного леса (Random Forest Model) [32].  
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Кроме того, метод SMAC направлен на многозадачную настройку. Пользователем 

определяется функция эффективности алгоритма, именуемая expected positive 

improvement, которая учитывает ожидаемый разброс решаемых задач при определении 

эффективности алгоритма.  Нечто похожее используется в методе Local Unimodal Sam-

pling [33], в котором эффективность стратегии определяется как средняя эффективность 

при решении рассматриваемого набора задач. Так как речь идет о многозадачной настрой-

ке алгоритма, мета-модель также собирает информацию об особенностях решаемых задач. 

Таким образом, точность  мета-модели напрямую зависит от возможности предоставления 

данного рода информации. 

Определение особенностей решаемых задач является достаточно сложной проблемой, 

что ограничивало возможности использования методов многозадачной настройки. Отно-

сительно недавнее исследование показало эффективность так называемого диверсифика-

ционного ландшафтного анализа (exploratory landscape analysis) для выявления особенно-

стей оптимизируемых задач в методе BBOB [34]. 

3.5. Многокритериальные методы 

Использование общего показателя эффективности для разных типов задач имеет яв-

ный недостаток. Рассматриваемые задачи могут значительно отличаться в плане сложно-

сти целевых функций. Мета-оптимизатор отдаст предпочтение стратегиям, которые эф-

фективны при решении оптимизационных задач большей вычислительной сложности, по-

скольку они дают больший вклад в показатель эффективности стратегий. Величину сме-

щения оптимальных стратегий в пользу более сложных задач можно уменьшить, исполь-

зуя средние геометрические значения показателей эффективности. 

Ситуацию может исправить рассмотрение многозадачной настройки алгоритма как 

задачи многокритериальной мета-оптимизации. Такая точка зрения вполне оправдана, так 

как каждый показатель эффективности алгоритма и тип решаемой задачи можно выделить 

в отдельные критерии оптимальности мета-алгоритма. При помощи многокритериальных 

методов оптимизации можно построить Парето-фронт стратегий алгоритма, что позволит 

изучить устойчивость различных показателей эффективности стратегии к изменениям ре-

шаемых задач [35]. 

Метод, представленный в работе [36], использовал в качестве критериев оптимально-

сти различные показатели эффективности стратегий. В качестве мета-алгоритма исполь-

зовался известный метод многокритериальной оптимизации NSGA-II [37]. Авторы работы 

[35] пошли дальше и разработали специальный метод многокритериальной настройки па-

раметров M-FETA. Его основным преимуществом является наличие специальных опера-

торов, понижающих число тестов каждой стратегии. Эффективность некоторых стратегий 

оценивается с помощью имеющихся значений эффективности соседних. В перспективных 

областях пространства параметров генерируется больше стратегий, что уменьшает рас-

стояние между соседними векторами параметров и уточняет оценки эффективности. Та-

ким образом уменьшается число дорогостоящих запусков базового алгоритма, а значит и 

вычислительные затраты на мета-оптимизацию.  
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3.6. Современные методы настройки 

3.6.1. Метод REVAC 

Метод REVAC [38] (Relevance Estimation and Value Calibration of Parameters) является 

итеративным мета-стохастическим поисковым методом настройки параметров. Имеется 

многокритериальная модификация метода. Для лучшего понимания данного метода, рас-

смотрим таблицу 1. Строки таблицы содержат стратегии алгоритма 𝑥⃗𝑗, которые состоят из 

𝑘 параметров алгоритма,  𝑢𝑗 - усредненный показатель эффективности стратегии. Столб-

цы 𝐷(𝑥𝑖) таблицы отображают 𝑚 допустимых значений 𝑖-го параметра.  

Таблица 1. Векторы параметров базового алгоритма 

 𝐷(𝑥1)  …    𝐷(𝑥𝑖)  …    𝐷(𝑥𝑘) 𝑈𝑡𝑖𝑙𝑖𝑡𝑦 

𝑥⃗1 

. 

. 

. 

𝑥⃗𝑛 

. 

. 

. 

𝑥⃗𝑚 

{𝑥1
1     …     𝑥𝑖

1     …     𝑥𝑘
1} 

. 

. 

. 

{𝑥1
𝑛     …     𝑥𝑖

𝑛     …     𝑥𝑘
𝑛} 

. 

. 

. 

{𝑥1
𝑚     …     𝑥𝑖

𝑚     …     𝑥𝑘
𝑚} 

𝑢1 

. 

. 

. 

𝑢𝑛 

. 

. 

. 

𝑢𝑚 

 

Метод REVAC работает с популяцией из 𝑚 стратегий, что позволяет его отнести к 

эволюционным алгоритмам. Популяция постоянно обновляется путем скрещивания двух 

выбранных стратегий (родителей), после чего в популяцию добавляется их потомок. Ро-

дители выбираются из числа 𝑛 < 𝑚 лучших стратегий, при этом каждый новый вектор 

параметров вытесняет самый "старый" вектор популяции. Итерации метода продолжаются 

до превышения допустимого числа испытанных стратегий. 

Таким образом, после завершения настройки по столбцам таблицы можно определить 

оптимальные интервалы значений какого-либо из параметров. Чем больше особей нахо-

дятся в некотором интервале, тем перспективнее эта область. 

Метод REVAC имеет несколько модификаций, улучшающих его работу. Например, 

можно уменьшить число тестов стратегии до определения ее эффективности, а значит и 

общее число итераций, добавив гонки [24]. Идея данной модификации - не фиксировать 

число запусков базового алгоритма для определения эффективности стратегии. Изначаль-

но выполняется всего несколько тестов для каждой стратегий, постепенно отбрасываются 

откровенно плохие стратегии. Фаза гонок заканчивается после получения 𝑛 лучших стра-

тегий или после превышения максимального числа перезапусков тестов. Оставшиеся век-

торы участвуют в последующих итерациях метода REVAC. 

Есть и другая модификация, направленная на повышение качества оценки эффектив-

ности стратегий. Метод sharpening (заточка) был предложен как самостоятельный метод в 
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работе [39], хоть и являлся частью метода SPO [15]. Идеей модификации является дву-

кратное увеличение числа тестов каждого вектора параметров при определенных услови-

ях. Изначально это число принимается очень маленьким, что позволяет быстро исследо-

вать пространство поиска. При нахождении перспективной области, метод пытается 

уменьшить погрешность определения эффективности стратегии. Таким образом, чем луч-

ше вектор, тем чаще он будет тестироваться. 

Эти две модификации можно объединить следующим образом. Метод заточки будет, 

по мере необходимости, увеличивать максимальное число тестов для гонок. Изначально 

максимальное число тестов будет мало, что снизит эффективность гонок на ранних эта-

пах. По мере роста числа тестов использование гонок позволит серьезно сэкономить ре-

сурсы за счет отбрасывания не перспективных стратегий. Таким образом, основные уси-

лия пойдут на тщательное исследование перспективных областей пространства парамет-

ров. 

3.6.2. Метод Bonesa 

Метод Bonesa [2] относится к итеративным методам настройки параметров использу-

ющим мета-модели. Схема алгоритма изображена на рисунке 3, на котором видно два ра-

бочих цикла. Поисковый цикл на каждой итерации мета-оптимизации генерирует новые 

точки пространства поиска, лучшие из которых будут тестированы. Цикл обучения ис-

пользует информацию об эффективности тестированных стратегий для построения моде-

ли функции эффективности базового алгоритма, при помощи которой будут оцениваться 

не протестированные стратегии. Предварительные оценки стратегий затем используются в 

цикле поиска. 

 

Рис. 3. Схема работы алгоритма Bonesa 

Такой подход к настройке параметров помогает значительно сократить вычислитель-

ные затраты на мета-оптимизацию. Тестируются только перспективные стратегий, после 

чего мета-модель обновляется. Обновление происходит на каждой итерации ме-

та-оптимизации. В итоге, мы получим довольно точное представление о поведении базо-

вого алгоритма.  
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Тем не менее, определение эффективности стратегии потребует нескольких дорого-

стоящих запусков базового алгоритма. Для уменьшения числа повторных запусков страте-

гий, авторы работы использовали фильтр Гаусса [40, 41], который уменьшает зашумлен-

ность функции эффективности. Для сравнения эффективности двух стратегий неявно ис-

пользуются гонки [24]: число перезапусков стратегий постепенно увеличивается до тех 

пор, пока не будет определена лучшая. 

Метод Bonesa позволяет проводить многокритериальную настройку параметров для 

разных типов решаемых задач. В отличие от методов, использующих взвешенную сумму 

показателей эффективности [42], метод Bonesa использует подход метода SPEA2 [43] для 

построения Парето-фронта. Таким образом, базовый алгоритм можно сразу настраивать 

под широкий спектр задач. Это означает, что результатом настройки будет набор страте-

гий, эффективных для разных классов решаемых задач.  

Метод Bonesa начинает работу со случайной генерации 𝐾 стратегий. Каждая из них 

однократно тестируется на каждом типе тестовой задачи. Если всего тестовых задач 𝑛, то 

будет произведено 𝐾 ∙ 𝑛 запусков базового алгоритма на первом этапе. Затем протестиро-

ванные векторы и значения их эффективности добавляются в базу данных, и на их осно-

вании строится модель функции эффективности базового алгоритма. На этом завершается 

обучающий цикл и запускается цикл поиска на основе метода REVAC [39, 44], в котором с 

использованием полученных из мета-модели рекомендаций, генерируются и тестируются 

новые векторы.  

3.6.3 Метод SEPaT 

Метод SEPaT (Simple Evolutionary Parameter Tuning) разработан в работе [45] и, ско-

рее, является подходом к настройке параметров, поскольку в качестве мета-алгоритма 

может использоваться любой мета-оптимизатор (в данной работе использовались методы 

Differential Evolution [46] и Particle Swarm Optimization [47]).  

Основными преимуществами метода SEPaT перед дургими методами настройки авто-

ры называют методику кодирования и сравнения стратегий базового алгоритма, включа-

ющих и структурные параметры. 

Индивидуумы мета-алгоритма представляют собой векторы параметров базового ал-

горитма, который тестируется 𝑇 раз на наборе из 𝐹 тестовых функций (𝐹 ≥ 1). Эффектив-

ность стратегии вычисляется на основе среднего и стандартного отклонений показателя 

эффективности алгоритма при оптимизации всех рассматриваемых функций. Это означа-

ет, что для вычисления эффективности используется 2 × 𝐹 значений: 𝐹 средних отклоне-

ний и 𝐹 стандартных отклонений.  

Полученные значения используются для сравнения стратегий по следующему прин-

ципу. Данный вектор параметров лучше другого вектора, если он показывает лучшую эф-

фективность базового алгоритма при решении тестовых задач. В случае ничьей, победи-

тель выбирается при помощи теста Велча (Welch's t-test [48]) по формуле 
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𝑅 = ∑
𝑋̅𝑎

𝑖 − 𝑋̅𝑏
𝑖

√(𝑠̅𝑎
𝑖 )2 − (𝑠̅𝑏

𝑖 )2

𝑇

𝐹

𝑖=1

, 

где 𝑎 и 𝑏 - два сравниваемых вектора параметров, 𝑋̅𝑖 и 𝑠𝑖 - среднее и стандартное откло-

нения показателя эффективности базового алгоритма при решении 𝑖 задачи 𝑇 раз. В слу-

чае минимизации, стратегия 𝑎 лучше стратегии 𝑏, если 𝑅 < 0. 

При необходимости сравнения большего числа стратегий, каждая из них сравнивается 

с каждой, тем самым определяется число побед и поражений всех стратегий. Стратегия с 

наименьшим числом поражений признается лучшей, а в случае равенства числа проигры-

шей, сравнивается число выигрышей. Таким образом, найденная лучшая стратегия будет в 

среднем эффективной для всех рассматриваемых функций, что не гарантирует макси-

мальную эффективность базового алгоритма при решении каждой из тестовых задач. 

Больше информации о данном методе можно найти в исследованиях [49, 50], где он срав-

нивается с методами гонок [24] и ParamILS [51]. 

Метод EMOPaT (Evolutionary Multi-Objective), предложенный в работе [45],  является 

многокритериальной модификацией метода SEPaT. Метод EMOPaT разработан с целью 

поиска лучших стратегий базового алгоритма с учетом особенностей решаемых задач и 

нескольких показателей эффективности стратегии. Такой подход позволяется больше 

узнать о поведении базового алгоритма, семантике его параметров и их влиянии на эф-

фективность решения той или иной задачи путем анализа Парето-фронта. В качестве ме-

та-алгоритма использовался NSGA-II [37]. Анализ по Парето-фронту зависимости показа-

телей эффективности базового алгоритма от его параметров производится с помощью 

простого и эффективного подхода, который называется innovization (innovation through 

optimization) [52]. 

Поскольку метод EMOPaT является многокритериальным методом настройки, этот 

метод позволяется получить множество стратегий алгоритма, эффективных в тех или 

иных ситуациях по разным показателям эффективности. В работе [39] показано, что хотя 

meta-EA алгоритмы являются более эффективными по сравнению с SPO и REVAC, они не 

дают представления о пространстве параметров и поведении базового алгоритма. Метод 

EMOPaT позволяет исправить этот недочет. Больше информации об алгоритме и резуль-

таты исследований можно найти в работе [53].  

В работе [45] также предложена методика кодирования структурных параметров ал-

горитма для дальнейшей настройки. Для примера рассмотрим метод PSO, в котором сле-

дует выбрать топологию соседства частиц. В векторе параметров алгоритма под каждую 

топологию соседства частиц выделяется отдельная переменная, которая варьируется ме-

та-алгоритмом, как и численные параметры алгоритма. На рисунке 4 представлены зако-

дированные стратегии алгоритмов DE и PSO. Отметим, что все структурные параметры 

базового алгоритма нормированы в диапазоне [0; 1]. Перед использованием того или ино-

го значения структурного параметра выполняется дискретизация (линейное преобразова-

ние) величины структурного параметра. 
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а) метод DE 

 

б) метод PSO 

Рис. 4. Кодирование параметров  

При использовании метода EMOPaT для выявления влияния различных параметров на 

показатели эффективности базового алгоритма, векторы параметров кодируются по схеме, 

представленной на рисунке 5. 

 

  а)      б) 

 

    в)      г) 

Рис. 5. Кодирование параметров PSO для выявления: "бесполезного" численного параметра (а);  

"вредного" численного параметра (б); худшего структурного параметра (в);  

эквивалентных структурных параметров (г). 

В ходе эксперимента варьирование численного параметра 𝛾 не оказало никакого ви-

ляния на эффективность базового алгоритма PSO. "Вредным" численным параметром ока-

зался 𝛽, увлечение которого приводило к ухудшению эффективности базового алгоритма. 

В ходе эксперимента намеренно добавили топологию fake, при которой сильно снижалась 

эффективность алгоритма. В результате новая топология была исключена уже через две 

итерации мета-оптимизации. Использование эквивалентных структурных параметров ни-

как не отразится на производительности алгоритма.  Для проведения эксперимента в век-

тор параметров намеренно была добавлена топология global2, которая показывала очень 

схожие результаты эффективности с топологией global. Метод EMOPaT успешно выявил 

все требуемые параметры алгоритма. 

Более подробные результаты исследований можно найти в главе 4 работы [45]. Ана-
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логичный подход был предложен в работе [54], авторы которой показали возможность 

определения худшего параметра алгоритма с использованием методов ParamILS и REVAC. 

4. Настройка с учетом конфигурации вычислительной системы 

4.1. Использование мультипроцессорных систем 

В работе [55] предлагается методика настройки параметров с использованием много-

процессорных системы в режиме реального времени. Метод ReACT (Real-time Algorithm 

Configuration through Tournamens) позволяет одновременно тестировать несколько страте-

гий алгоритма при помощи техники гонок. 

При запуске мета-алгоритма задаются следующие величины: число доступных про-

цессоров 𝑛, число тестируемых стратегий, минимальное число побед для исключения 

стратегии из гонок. Имеется возможность задать начальный набор векторов параметров 

алгоритма ("теплый" старт), а также сгенерировать их случайным образом ("холодный 

старт"). Хоть "холодный" старт и может привести к снижению производительности в 

начале поиска, но позволяет избежать потенциального смещения в сторону заданных 

пользователем начальных стратегий. 

При необходимости решения базовой задачи, на каждом из 𝑛 доступных процессоров 

запускается экземпляр базового алгоритма. Это значит, что в каждый момент времени те-

стируется 𝑛 стратегий алгоритма из общего набора. По завершении какого-либо из базо-

вых алгоритмов, он отсылает остальным время решения поставленной задачи. Таким об-

разом, после завершения всех запущенных базовых алгоритмов определяется стратегия-

победитель. Имеется возможность ограничить время решения базовой задачи. В таком 

случае, если по истечении указанного времени ни один из базовых алгоритмов не завер-

шится, победителем будет выбрана стратегия с лучшим достигнутым значением базовой 

целевой функции. 

После завершения итераций мета-алгоритма обновляется число выигрышей победив-

шей стратегии, худшие стратегии исключаются из дальнейших состязаний. К исключению 

приводит превышение стратегией заданного числа проигрышей.  

Метод ReACT больше склоняется к диверсификационному поиску. Случайная генера-

ция новых стратегий не позволит мета-алгоритму "упасть" в локальный оптимум. При 

этом в памяти метода всегда будет находится несколько эффективных стратегий алгорит-

ма.  

Метод ReACT является простым методом, направленным на эффективное использова-

ние многопроцессорных систем. Очевидно, что выбор стратегий для гонок можно произ-

водить различными способами, например, строить мета-модели или использовать эволю-

ционные техники, усилив таким образом интенсификационную составляющую поиска. 

4.2. Настройка с ограничением вычислительных ресурсов 

Методы мета-оптимизации, как правило, ищут оптимальную стратегию алгоритма для 

конкретной конфигурации вычислительной системы, на которой работает настраиваемый 
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алгоритм. При изменении доступных вычислительных ресурсов, оптимальные параметры 

целесообразно подобрать заново. Так, например, использование ЭВМ малой мощности 

требует оптимального использования вычислительных ресурсов, в то время как мощные 

вычислительные системы позволяют сосредоточиться на обширных исследованиях.  

Если об имеющихся вычислительных ресурсах ничего не известно, то ме-

та-оптимизация может быть проведена несколько раз - для различных конфигураций. 

Очевидно, что это займет много времени. Аналогичная ситуация возникает, если подбор 

оптимальных параметров должен вестись с учетом различных возможных временных и 

вычислительных ограничений.  

В работе [56] представлен новый подход, позволяющий получить оптимальную стра-

тегию базового алгоритма для вычислительных систем различной мощности. В качестве 

алгоритма настройки используется эволюционный алгоритм. Каждый индивидуум в по-

пуляции мета-уровня определяется конкретным набором параметров эволюционного ал-

горитма базового уровня. Значение фитнес-функции определяется эффективностью базо-

вого алгоритма при выбранной стратегии. 

Основная идея метода состоит в поиске множества векторов параметров, пригодных 

для различных конфигураций ЭВМ. Достигается это путем изменения правил выбора на 

мета-уровне для выявления стратегий, оптимальных для разных вычислительных систем, 

вне зависимости от текущей конфигурации. Идея была взята из метода NSGA-II [37], в ко-

тором предложено ранжирование стратегий базового алгоритма. В работе [56] данный 

подход назван Flexible Budget Method . Подразумевается следующий порядок действий. 

 Задаем произвольную популяцию векторов параметров. 

 Оцениваем каждый вектор параметров, применив его к алгоритму базового 

уровня для заранее определенной вычислительной мощности 𝑛𝑚𝑎𝑥(предпочтительна мак-

симально возможная). Прогоняем базовый алгоритм 𝑘 раз для учета стохастичности алго-

ритма. 

 Запоминаем полученное для каждого вектора параметров наилучшее значение 

показателя эффективности (усредненное). 

 Для каждой возможной конфигурации ЭВМ (конфигурация определяет ограни-

чение числа итераций), находим эффективную стратегию и присваиваем ей первый ранг 

(𝑟 = 1). 

 Удаляем из популяции особи, соответствующие найденным стратегиям и повто-

ряем действия. Полученные векторы параметров относим к векторам второго ранга (𝑟 =

2). 

 Повторяем действия пока не останется особей в популяции векторов парамет-

ров. 

В отличие от классической мета-оптимизации, где векторы параметров выбирают по 

лучшему достигнутому значению эффективности базового алгоритма, в данном случае 

наиболее предпочтительными считаются векторы с меньшими рангами. На рисунке 7 

можно видеть, что предпочтительным является вектор параметров, обозначенный сплош-
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ной линией. Ему присваивается первый ранг. Вектор параметров, обозначенный пунктир-

ной линией, показывает лучшие значения целевой функции после ста шестидесяти итера-

ций. Ему тоже присваиваем первый ранг. 

Теперь, имея ограничения по вычислительной мощности, например, по числу испыта-

ний, можно сделать вывод об оптимальности того или иного вектора параметров. Из ри-

сунка 6 видим, что при ограничении в сто итераций, выгодно использовать вектор пара-

метров, обозначенный сплошной линией. 

 

Рис.6. Поведение алгоритма при различных стратегиях: 𝑟 – ранг вектора параметров 

Заключение 

В данной работе проведен обзор методов настройки параметров алгоритмов оптими-

зации. В отличие от управления параметрами, настройка дает возможность накопления и 

повторного использования информации об эффективности базового алгоритма. Такой 

подход позволяет не только определять максимально эффективные стратегии, но и полу-

чить представление о поведении настраиваемого алгоритма, об устойчивости стратегий к 

вариации задач, решаемых базовым алгоритмом. 

В работе рассмотрено несколько классификаций методов мета-оптимизации. Класси-

фикация Эйбена определяет два подхода к настройке параметров: однократная настройка 

и перманентная настройка. В иных работах методы настройки делятся на итеративные и 

не итеративные. Структура работы основана на классификации методов настройки по 

принципу действия и цели настройки. Таким образом, выделено четыре основных вида 

методов настройки: выборочные, мета-стохастические, скрининговые и методы, исполь-

зующие мета-модели. Каждый подход к настройке параметров имеет свои преимущества и 

недостатки. 

Выборочные методы являются простыми и не требуют значительных вычислительных 

затрат. Малая точность данных методов не позволяет подробно изучить настраиваемый 

алгоритм. Поскольку задача мета-оптимизации является второстепенной и нацелена на 
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увеличение эффективности базового алгоритма оптимизации, малая вычислительная 

сложность методов выборки в некоторых случаях оправдывает относительно низкую точ-

ность настройки базового алгоритма. 

Мета-стохастические методы настройки хорошо проявили себя при необходимости 

максимально быстрого поиска эффективных стратегий базового алгоритма. Диверсифика-

ционная составляющая поиска у данных методов слабая, что привело к появлению боль-

шого числа их модификаций. Большинство современных методов настройки являются ги-

бридными и сочетают в себе несколько различных подходов, что увеличивает их вычис-

лительную сложность. 

Скрининговые методы позволяют уменьшить число запусков стратегий при помощи 

определения наиболее перспективных стратегий для тестирования. Разработаны методы, 

позволяющие сравнивать огромное число стратегий в режиме "соревнования". Преду-

смотрена возможность управления числом тестов каждой стратегии по мере решения за-

дачи мета-оптимизации. Скрининговые подходы часто используются для модификации 

мета-алгоритмов других классов. 

Для настройки параметров целесообразным оказалось использование мета-моделей 

показателей эффективности базового алгоритма. Эти модели позволяют уменьшить общее 

число запусков базового алгоритма для настройки путем использования полученных из 

мета-модели значений эффективности алгоритма. При этом мета-модель уточняется с 

каждой итерацией мета-оптимизации, что при большом числе итераций даст пользовате-

лю довольно точную модель функции эффективности базового алгоритма.  

В связи с тем, что настройка может проводится с учетом различных показателей эф-

фективности алгоритма для разных групп решаемых задач, используют также многокри-

териальные методы настройки. С их помощью можно оценить устойчивость базового ал-

горитма к вариации решаемых задач и сразу настраивать алгоритм под различные типы 

решаемых задач. В качестве мета-алгоритмов предложены как многокритериальные мето-

ды оптимизации, так и специально разработанные для настройки параметров.  

Имеются также работы, посвященные настройке параметров с учетом конфигурации 

вычислительной системы. Прежде всего, настройка может производится с учетом доступ-

ных вычислительных ресурсов, которых, например, может не хватать на подробное иссле-

дование базового алгоритма. Тогда все вычислительные ресурсы будут направлены на 

наискорейшее нахождение эффективной стратегии базового алгоритма. В связи с тем, что 

широкое распространение получили многопроцессорные вычислительные системы, в ра-

боте также рассмотрен метод эффективного использования многопроцессорных систем 

для настройки параметров. 
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